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概要 

 BERT を特定の業種に特化した場面で用いる際に

は、汎用のモデル、汎用のモデルに追加学習を施し

たモデル、フルスクラッチで事前学習したモデルの

いずれかの選択肢がある。事前学習を行えば分野に

特化したモデルができるが、分野が狭くなるほど用

意できるデータは少なくなる。本研究では、鉄鋼業

に特化したデータを用いて追加学習・事前学習を行

い、ファインチューニングを要する特許分類タスク

と、要しない語義曖昧性解消タスクで評価した。実

験の結果、学習データが比較的少ないとしても、事

前学習したモデルが優位になる場合があることが分

かった。 

1 はじめに 

デジタルトランスフォーメーションが叫ばれる中、

製造業においても自然言語処理の需要は高まってい

る。BERT[1]をはじめとする Transformer ベースの言

語モデルは、タスクに応じてアーキテクチャを大き

く変更することなく高い性能が発揮できる点で魅力

的である。 

しかし、Wikipedia やウェブコーパス等で事前学習

された汎用の言語モデルを特定の業種におけるタス

クに適用した場合に十分な性能が発揮されるとは限

らない。そのため、学術論文[2]や法律文書[3]を用い

て事前学習されたモデルが提案されている。この観

点から、業種に特有の文書によって事前学習を行う

ことが望まれる。 

その一方で、データサイズの問題が生じ得る。

BERT 以降、事前学習に用いられるデータサイズは

増加している。しかし業種を狭めれば狭めるほど利

用可能なデータは少なくなる。したがって、より多

くのデータで学習された汎用のモデルを用いるか、

より少ないデータで学習された業種特化型のモデル

を用いるということになる。 

さらに、汎用の事前学習済みモデルに対してドメ

インに特化したデータで追加学習を行うことにより

性能の向上が見られたという報告がある[4]。よって

3 つ目の選択肢として、追加学習によるモデルを用

いることが挙げられる。 

本研究では、いずれの選択肢をとるべきか検討す

るため、鉄鋼業に特化した文書を用いて BERT の事

前学習と、日本語の汎用 BERT モデルに対する追加

学習を行った。事前学習にあたっては、専門用語の

分割が不必要に行われることを防ぐため、

SentencePiece[5]を用いてトークン化を行った。 

評価のために、鉄鋼分野の知識を必要とするタス

クを 2 つ用意した。1 つ目は、特許分類タスクであ

る。これは、ラベル付きの特許抄録を用いてファイ

ンチューニングをし、分類の精度を比較するもので

ある。 

2 つ目は、教師なし語義曖昧性解消タスク[6]であ

る。BERT はもともとファインチューニングをする

ことを前提として提案されたモデルであるが、事前

学習済みモデルをそのまま用いて文ベクトルを得る

ことも行われている[7]。企業活動の中で産出される

文書に何らかの正解ラベルが付与されていることは

少ない上に、専門性が高いためアノテーションコス

トが大きい。こうした背景から、ファインチューニ

ングを要しないタスクでの評価も行うことにした。

このタスクは、BERT が Masked Language Model

（MLM）で学習されていることを踏まえ、曖昧性を

持つ語を[MASK]に置き換えて同分野の語が推定さ

れるかを確認するものである。鉄鋼分野において使

われる略語のうち、語義が複数あるものを対象にし

た。 

実験の結果、特許分類については事前学習モデル、

追加学習モデルともに汎用モデルと同等以上の性能

を発揮した。また、語義曖昧性解消については、事

前学習モデルが最も良い性能を、追加学習モデルが

それに次ぐ性能を示した。 
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以上の結果から、比較的少ないデータであったと

しても、業種に特化したデータを用いて事前学習モ

デルを作成することの有用性が示唆された。 

2 手法 

2.1 モデル 

本研究では、汎用モデル、追加学習モデル、事前

学習モデルの 3 つの BERT モデルを使用した。汎用

モデルには、cl-tohoku/bert-base-japanese-whole-word- 

masking を使用した。このモデルに鉄鋼分野のデー

タ（後述）で追加学習を行ったモデルを追加学習モ

デルとした。 

事前学習モデルには、SentencePiece によるトーク

ン化を採用した。これは既存の辞書ベースのトーク

ナイザでは専門用語への対応が難しいと判断したた

めである。語彙の大きさは 30,000 である（汎用モデ

ルの語彙は 32,000 語でありほぼ同等である）。 

BERT の実装には huggingface/transformers[8]を使

用した。また、事前学習と追加学習ともに MLM の

みであり、Next Sentence Prediction は行っていない。 

2.2 事前学習用データ 

 事前学習用のデータとして、鉄鋼・非鉄各社の技

報および鉄鋼各社の特許公報を使用した。テキスト

の総量は 767MB であった。汎用モデルは日本語版

Wikipedia によって事前学習されているが、そのデー

タサイズは 2.6GB であるi。従って、事前学習モデル

のデータは汎用モデルのデータの 3 割程度の大きさ

しかない。 

 日本語版 Wikipedia にも鉄鋼分野の記事は少なか

らず存在しているが、その総量は全体の 3 割に満た

ないと考えられる。 

3 評価タスク 

3.1 特許分類 

本タスクは、特許抄録を入力とし、その特許が属

する技術分野を出力する分類タスクである。1 つの

特許抄録は複数の分野に属しうるため、マルチラベ

ル分類問題である。 

                                                           
i https://huggingface.co/cl-tohoku/bert-base-japanese- 

whole-word-masking 

今回使用するデータとして、鉄鋼分野に属する

36,415 件の特許抄録を抽出した。このうち約 1 割を

評価用データとし、残りを訓練用データとした。そ

れぞれの抄録にラベルが専門家の手によって付与さ

れており、「製鋼-鋼精錬」「鋼管-油井管」などが

ある。 

なお、事前学習モデルおよび追加学習モデルはそ

の事前／追加学習データに特許公報が含まれている

が、本タスクのデータと全く同じではなく、一部重

複している。 

また、入力は先頭の 256 トークンのみを使用して

おり、それ以降のテキストがある場合は無視されて

いる。 

訓練用データを用いて、5 分割交差検証によりパ

ラメータチューニングを行った。その後、評価用デ

ータを用いて評価を行った。 

評価は、本タスクがマルチラベル分類問題である

ため、次の指標により行った。1 つ目は、正解率で

ある。1 つの文書に対し過不足なくすべてのラベル

が正しく推定された場合に正解とみなした。2 つ目

は、各分類ラベルの F 値である。これについてはミ

クロ平均とマクロ平均の両方を算出した。 

ファインチューニングは、3 種類の BERT それぞ

れに線形層を加えて行った。BERT の出力のうち

[CLS]トークンを線形層に入力した。 

3.2 語義曖昧性解消 

本タスクは、同じ表記であるが語義の異なる言葉

の語義を推定するために、ファインチューニングを

行わずに BERT の MLM を用いるというものである

[6]。先行研究[6]では一般の日本語についての語義曖

昧性解消を目的としていたが、本研究ではこれを鉄

鋼分野に適用するため、改変を加えた。 

タスクの詳細を実例で示す。例えば、ASR という

単語には、「自動速度制御」（Automatic Speed 

Regulation）という意味と、「自動車破砕後の残留物」

（Automobile Shredder Residue）という意味がある。

いずれの語義であるかは文脈によって判断される。

この 2 語は属する技術分野が異なるため、語義とい

うよりもどの分野の語であるかが分かれば十分であ

る。これを踏まえ、この語を含む文のうち当該語を

[MASK]トークンに置き換え、BERT に[MASK]に入

る語を予測させる。予測結果として得られた語の示

す技術分野が、元の語の属する技術分野であると推

定する。上記の例では、ASR に対して、制御に関す
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る語「AGC」（Automatic Gauge Control）が予測され

れば制御分野として推定される。 

今回は、[MASK]を埋める語として推定された語

のうち最も確率の高い 1 語の示す分野が同じである

場合に正解とみなした。ただし、元の語と全く同じ

語が推定された場合は、どの技術分野かわからない

ため、次点の語を用いた。 

本タスクの対象となる曖昧な語には、略語を用い

た。「鉄鋼実務用語辞典」[9]、「鉄の事典」[10]等

に収録されている略語から、表記が同じであるが、

属する技術分野の異なる略語を 10 件選択した。1 件

につき、2 つの技術分野が該当するようにした。 

略語を含む文は、各語各技術分野につき 5 文を論

文や社内技術文書から抽出した。合計 100 文を用い

て本タスクを行った。 

本タスクはファインチューニングを必要としない

ため、事前学習／追加学習済みのモデルに対してそ

のまま文を入力した。 

4 結果と考察 

4.1 特許分類 

特許分類の結果を表 1 に示す。いずれの指標でみ

ても、汎用モデルよりも追加学習・事前学習モデル

の方がやや上回る結果となった。 

 

表 1 特許分類の結果 

モデル 正解率 Mic. F 値 Mac. F 値 

汎用 0.563 0.716 0.478 

追加学習 0.585 0.726 0.505 

事前学習 0.592 0.738 0.506 

 

図 1 に例としてある特許抄録に各モデルのアテン

ションの重み（最終層のものの合計）を可視化した

ものを示す。上から順に汎用モデル、追加学習モデ

ル、事前学習モデルである。背景色が濃い方が重み

が大きいことを示している。また、同時にトークン

化 の 違 い も 見 え る 。 事 前 学 習 モ デ ル の み

SentencePiece を用いており、「電着塗装後の」や「耐

食性に優れた」が 1 つのトークンになっている。こ

れに対し、汎用モデルのトークナイザによるトーク

ンは「電/着/塗装/後/の」や「耐/食/性/に/優れ/た」

とかなり細かくなっている。結果的にこうした重要

語の重みが小さくなっている。 

事前学習に用いたデータが比較的小さいながらも、

特許文献に頻出する語句をうまく扱えたことで汎用

BERT と同等以上の性能が出ていると考えられる。 

4.2 語義曖昧性解消 

表 2 に語義曖昧性解消の結果を示す。汎用モデル

より追加学習モデル、さらに事前学習モデルが良い

性能を示した。 

表 3 は、事前学習モデルのみが正解した例である。

汎用モデルは、「事故」という語を予測している。

「事故が発生する」という日本語は自然な表現であ

るが、鉄鋼に関する文脈であることが十分に認識さ

れていないためにこうした推定がなされたものと考

えられる。 

表 4 は、すべてのモデルが正解した例である。

Barrel per day という単位に対して、3 つとも単位を

推定できている。このように、鉄鋼分野に限らず広

く多分野で使われる語句については、汎用モデルで

も十分に正解できることが分かる。 

表 5 も、すべてのモデルが正解した例であるが、

表 4 の例に比べて鉄鋼分野に寄っている文である。

このように専門的な文脈であっても汎用モデルが正

解できる例もある。逆に、表 6 は全てのモデルが不

正解となった例であるが、事前学習モデルと追加学

習モデルは元素記号を推定しているのに対し、汎用

モデルは企業名の文脈と認識している。「インテル」

という語は事前学習モデルの中にはないため、間違

えるにしても分野を大きく外すことはない。このよ

うに、入力文から分野を推定しにくい場合に汎用モ

デルは不利である。こうした点から、特定の分野の

データで学習させることの意義が確認できる。 

では、追加学習モデルと事前学習モデルではどう

か。表 3 や表 6 の誤りの例を見ると、汎用モデルと

比較して追加学習モデルは全く関係ない別の分野の

語を出してしまうことはある程度避けられているこ

とが分かる。ただし、それでも事前学習モデルには

及んでおらず、中間的な性能である。 

以上の議論を踏まえると、とりわけファインチュ

ーニングを行わずに BERT の文・単語ベクトルを使

用する場面にあっては、必ずしも汎用モデルや追加

学習モデルが優れるとは限らないと言える。特定の

分野に特化した文脈では、全く異なる分野の文脈と

して捉えられてしまう可能性がある。特定業種に特

化したデータで事前学習を行うことで回避できると

考えられる。 
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表 2 語義曖昧性解消の結果 

モデル 正解率 

汎用 0.15 (15/100) 

追加学習 0.24 (24/100) 

事前学習 0.37 (37/100) 

 

表 3 事前学習モデルのみが正解した例 

破砕選別業者はプレスまたはシュレッダー処理を

行い，後者では[MASK]が発生する。 [12] 

[MASK]＝ASR 

汎用 事故 

追加学習 スクラップ 

事前学習（正解） シュレッダーダスト 

 

表 4 すべてのモデルが正解した例 

処理容量は 70,000[MASK]で出荷はシャトルタン

カーにより行われる。 [13] 

[MASK]＝BPD（=barrel per day） 

汎用（正解） t 

追加学習（正解） t 

事前学習（正解） m3 

 

表 5 より専門的な文脈であってもすべてのモ

デルが正解している例 

以上の 2 回の実験結果より、[MASK]から鋳鉄に加

炭される炭素量は加炭材の約 1/4 であり、小型高周

波誘導溶解炉での実験結果と差異はなかった。 

[14] 

[MASK]＝BIC（=bio coke） 

汎用（正解） 石炭 

追加学習（正解） 石炭 

事前学習（正解） コークス 

 

表 6 すべて不正解の例 

結果は表 2 の通りだが，c-AIC の選択パフォーマン

スは AIC や[MASK]のそれと比べて良くなってい

る． [15] 

[MASK]＝BIC（= Bayesian information criterion） 

汎用 インテル 

追加学習 Si 

事前学習 Pb 

 

5 おわりに 

本稿では、特定の業種に特化した場面において

BERT を用いる際に、汎用のモデル、汎用のモデル

に追加学習を施したモデル、特定業種のデータで事

前学習をしたモデルのいずれを使用するのが良いか

を鉄鋼業を例に検討した。鉄鋼業に特化したテキス

トデータを用いて事前学習ならびに追加学習を行い、

3 種類のモデルを用意した。 

ファインチューニングを要する特許分類タスクと、

要しない語義曖昧性解消タスクによって各モデルの

評価を行った。実験の結果、特許分類タスクでは事

前学習モデルが汎用モデルと同等以上の性能を発揮

し、語義曖昧性解消タスクでは汎用モデルよりも追

加学習モデルが、さらに事前学習モデルが良い性能

を発揮した。 

これらの結果から、学習に使えるデータが比較的

少ないとしても、特定の業種に特化したモデルを事

前学習させることには有用性があると言える。 

今後は BERT 以外の言語モデルについても比較検

討を加えたい。 

 

図 1 特許抄録[11]に対する各モデルのアテンションの重みとトークン化の結果 
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